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TÓM TẮT  
Trong bài báo này, một hệ thống nhận diện vật thể sử dụng cảm biến Kinect 

và mô hình học sâu để xử lý hình ảnh đối tượng được đề xuất. Mô hình học sâu 
được áp dụng với cơ sở dữ liệu thu thập từ thực tế để đưa ra các đặc tính như hình 
dạng, màu sắc. Bên cạnh đó sử dụng cảm biến Kinect còn giúp thu nhận thông tin 
chiều sâu của đối tượng một cách dễ dàng. Các vật thể có tính chất khác nhau được 
thử nghiệm như: hình tròn, hình vuông, hình tam giác, màu đỏ, màu xanh, màu 
vàng với chiều cao khác nhau. Hệ thống đề xuất có khả năng phân loại đặc điểm 
của mỗi đối tượng với độ chính xác cao với chi phí tiết kiệm. Kết quả thực nghiệm 
cho thấy các đối tượng được phân loại với độ chính xác 92% với thời gian trung 
bình nhận diện mỗi vật thể là 50ms. Qua đó thể hiện khả năng ứng dụng trong 
thực tế của hệ thống đề xuất trong công việc phân loại vật thể. 

Từ khóa: Học sâu, phân loại vật thể, cảm biến Kinect. 

ABSTRACT  
In this paper, an objective classification system using a Kinect sensor and 

deep learning model to process object images is proposed. The deep learning 
model is carried out with the data collected from reality to give features such as 
shape and color. Besides that, using the Kinect sensor also helps to acquire depth 
information of the object easily. Objects of different properties are tested such as 
circles, squares, triangles, red, blue, and yellow with different heights. The 
proposed system is capable of classifying the characteristics of each object with 
high accuracy and low cost. Experimental results show that the objects are 
classified with an accuracy of 92% with the average time to recognize each object 
being 50ms. Thereby demonstrating the practical applicability of the proposed 
system in object classification. 

Keywords: Deep learning, object classification, Kinect. 
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1. GIỚI THIỆU 

Nghiên cứu các hệ thống nhận diện thông minh dựa trên 
thuật toán học sâu là xu hướng của thế giới trong những 

năm gần đây. Mô học sâu đã được phát triển để có thể đảm 
nhận các nhiệm vụ phức tạp như nhận dạng giọng nói, nhận 
diện đối tượng [1, 2]. Các thuật toán nhận diện đối tượng 
dựa trên mô hình học sâu đã mang lại nhiều hiệu quả [3, 4]. 
Các kỹ thuật nhận diện này được chia thành hai loại cơ bản 
[5]: thứ nhất bao gồm các thuật toán hai giai đoạn như RCNN 
[6], SPP-net [7], Fast-RCNN [8] và Faster-RCNN [9],… sử dụng 
vùng đề xuất hoặc tìm kiếm có chọn lọc để tạo ra vùng đề 
xuất, sau đó phân loại và hồi quy trên phân vùng này. Mô 
hình cho phép phân loại với độ chính xác cao, tuy nhiên thời 
gian xử chậm. Mô hình còn lại bao gồm SSD [10] và YOLO 
[11], sử dụng phương pháp hồi quy lần lượt dựa trên một 
mạng nơ ron duy nhất để dự đoán biên dạng và xác suất tồn 
tại đối tượng. Tốc độ xử lý được cải thiện đáng kể đối với mô 
hình này tuy nhiên độ chính xác không cao bằng mô hình 
hai giai đoạn. 

Bên cạnh các thuật toán thông minh, camera là bộ phận 
quan trọng ảnh hưởng đến độ chính xác và tốc độ xử lý 
trong một hệ thống thị giác máy tính. Khác với các loại 
camera thông thường cảm biến Kinect có khả năng thu nhận 
thêm độ sâu bên cạnh thông tin ảnh RGB. Khi so sánh với các 
thiết bị Time-off-light trước đây, Kinect có tính kinh tế vượt 
trội với độ phân giải chấp nhận được. Nhiều nghiên cứu đã 
áp dụng Kinect vào các ứng dụng như nhận dạng hoạt động 
cử chỉ người [12], hỗ trợ robot di chuyển [13], nhận dạng đối 
tượng trong không gian 3-D [14]. Robot theo dõi sử dụng 
Microsoft Kinect và Matlab cho thấy kết quả tốt trong việc 
xác định mục tiêu đã chọn trong hình ảnh và tính toán 
khoảng cách với thông tin trả về từ Microsoft Kinect [15]. 
Cảm biến Microsoft Kinect được dùng để phát hiện các 
chuyển động để điều khiển robot Khepea III [16]. 

Các nghiên cứu kết hợp Kinect sensor và thuật toán học sâu 
đang phát triển và đạt được thành công nổi bật. Douglas và 
cộng sự đề xuất một hệ thống thị giác máy tính nhằm mục 
đích phát hiện vật cản trên đường đi của mobile robot [17]. Hệ 
thống được lập trình trên Nvidia Jetson TX2, sử dụng cảm biến 
Microsoft Kinect và YOLO. Kết quả thực nghiệm cho thấy sự 
hiệu quả của thuật toán khi sai số độ sâu là bé hơn 3,64%. Choi 
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và cộng sự [18] đã áp dụng hệ thống trên trong việc phân tích 
trạng thái của đàn lợn con trong thời gian thực. Các tác giả sử 
dụng độ sâu đo đạc từ camera Kinect và mạng YOLO để tách 
các con lợn nằm chồng chéo lên nhau. Hệ thống đề xuất đã 
hoạt động tốt với độ chính xác trong việc phân loại là 91,96%. 
Trong nghiên cứu này, nhóm tác giả đề xuất một hệ thống 
phân loại các vật thể khác nhau sử dụng thuật toán học sâu kết 
hợp camera Kinect. Trong đó, camera Kincet được dùng để thu 
nhận ảnh RGB và độ sâu (RGBD) trong thời gian thực. Mục đích 
của việc phân loại là lấy chính xác vị trí và phân loại của đối 
tượng để gửi tín hiệu điều khiển cho robot gắp và đặt. Các đối 
tượng sử dụng trong mô hình thực nghiệm là các phôi hình 
vuông, hình tròn, hình tam giác với các độ sâu và màu sắc khác 
nhau. Kết quả thực nghiệm chứng minh hiệu quả của hệ thống 
đề xuất khi sai số phân loại các đặc tính của vật đạt 92%. 

2. PHƯƠNG PHÁP 
Trong nghiên cứu này, tác giả tập trung vào tốc độ phân 

loại của thuật toán. Qua các nghiên cứu [19, 20] cho thấy mô 
hình YOLO v5 được đánh giá là mô xử lý nhanh so với các 
thuật toán học sâu đã đề cập. Vì vậy trong bài báo, mô hình 
YOLOv5 được lựa chọn để thực hiện phân loại đối tượng. 

Nguyên lý và kiến trúc mạng YOLO 

YOLO là một thuật toán tiên tiến ứng dụng trong phát 
hiện đối tượng dựa trên mô hình mạng nơ-ron tích chập 
(CNN). YOLOv5 được phát triển vào năm 2020 từ các phiên 
bản YOLOv1 - YOLOv4. Với nhiều cải tiến về tốc độ của thuật 
toán R-CNN, YOLOv5 được xem là một trong những lựa chọn 
hàng đầu cho mô hình phân loại đối tượng theo thời gian 
thực. Quá trình tính toán của YOLOv5 được thực hiện như 
sau [21]: ảnh đầu vào được chia thành M×M ô. Có tổng cộng 
M×M×K hộp giới hạn (bounding box) được tạo thành từ 
M×M ô. Mỗi ô sẽ được dự đoán thông tin về đối tượng và đặt 
hộp giới hạn. Mỗi hộp giới hạn chứa 5 thông số: Tọa độ tâm 
(x, y), chiều dài và chiều rộng (w, h), cuối cùng là độ tin cậy. 
M×M ô tiếp tục dự đoán về xác suất tồn tại của đối tượng. 
Hai thông số độ tin cậy của hộp giới hạn và xác suất tồn tại 
được nhân với nhau để tính điểm cho mỗi hộp dự đoán 
(prediction box). Hộp dự đoán được loại bỏ các pixel không 
ở vị trí cực đại toàn cục (IoU) để phát hiện vật thể cuối cùng. 
Nguyên lý làm việc của YOLOv5 có thể thấy ở hình 1. 

 
Hình 1. Nguyên lý làm việc của YOLO 

Mạng YOLOv5 sẽ thông qua ba thành phần chính để 
thực hiện nhận diện đối tượng. Ảnh đầu vào lần lượt thông 

qua các khối xử lý: Backbone: là một mạng nơ-ron sâu dùng 
để chia hình ảnh thành các ô và trích xuất các đặc tính của 
ảnh. Bao gồm cấu trúc Focus và CPS; Neck: Thu thập các đặc 
tính tại những giai đoạn khác nhau vùng với Backbone đưa 
vào các lớp dự đoán; Prediction: Tìm những vùng có khả 
năng chứa các đối tượng và tạo hộp giới hạn xung quanh 
các vùng có tiềm năng. Kiến trúc mạng của YOLOv5 có thể 
thấy ở hình 2 [21]. 

 
Hình 2. Kiến trúc mạng của YOLOv5 

Hàm loss 

Hàm loss trong YOLOv5 được sử dụng để đánh giá các 
thông tin về độ chính xác của đối tượng được phân loại [22]. 
Hàm loss là tổng của tiêu chí đánh giá sau: 

Hàm loss độ tin cậy (Confidence loss): Hàm được tính 
toán trên toàn bộ ảnh M×M ô và mỗi ô bao gồm K hộp giới 
hạn. 
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Trong đó C là điểm của độ tin cậy và C�  là độ đo đánh giá 
các mô hình nhận diện thực thể (IoU). ℝ��

��� = 1 khi có vật thể 

trong ô, ngược lại ℝ��
���

= 0 

Để tăng tính ổn định cho mô hình, hệ số φ����� được 
thêm vào để điều chỉnh giá trị cho hàm loss. Hệ số được sử 
dụng cho nhiều phương trình khác nhau. 

Hàm loss vị trí (Localization loss): Liên quan đến dự đoán 
vị trí của hộp giới hạn. 
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Trong đó (x, y) là vị trí dự đoán của hộp giới hạn và (y�, y��) 
là vị trí của hộp giới hạn của dữ liệu huấn luyện. Tương tự w, 
h lần lượt là chiều rộng và chiều cao dự đoán của hộp giới 
hạn trong khi w�, h� là chiều rộng và chiều cao hộp giới hạn 
của quá trình dữ liệu huấn luyện. 

Hàm loss phân loại (Classification loss): Dự đoán về độ 
chính xác khi xác định vật thể. Hàm không được sử dụng khi 
trong ô không có đối tượng. 
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Trong đó. p�� (c) xác suất của đối tượng tại lớp c tương 
ứng. 

Theo đó ta có Hàm loss của mỗi đối tượng được tính toán 
như sau:  

L = L���������� + L������������ + L��������������

= � � ℝ��
���

�C� − C�
� �

�
�

���

��

���

+ φ����� � � ℝ��
���

�C� − C�
� �

�
�

���

��

���

+ φ����� � � ℝ��
���

 [(x� − x��)� + (y� − y��)�]

�

���

��

���

+ φ����� � � ���w� − �w���
�

�

���

��

���

+ ��h�

− �h�
� �

�

� � � ℝ��
���

�p�(c) − p�� (c)�
�

�∈�������

��

���

 

(4) 

3. XÂY DỰNG MÔ HÌNH THỰC NGHIỆM 

Sơ đồ hệ thống được thể hiện ở hình 3. Trong đó hình 
ảnh RGB được thu nhận từ cảm biến Kinect sau đó được xử 
lý và làm đầu vào cho mô hình YOLO. Thông tin sau khi YOLO 
xử lý bao gồm thông tin về đặc tính và vị trí của đối tượng. 
Thông tin vị trí của vật được phản hồi lại cảm biến Kinect từ 
đó trích xuất ra được thông tin về chiều sâu của vật. 

Quá trình trích xuất hình ảnh 

Kinect được hãng Microsoft thiết kế nhằm mục đích 
phục phụ người dùng tăng trải nghiệm thực tế cho các trò 
chơi. Tuy nhiên do nhiều ưu điểm về khả năng đo độ sâu 
và giá thành, sự ra đời của Kinect đã mở ra nhiều ứng dụng 
mới trong ngành khoa học thị giác máy tính. Tuy đã được 
đóng gói cả phần cứng và phần mềm nhưng nhiều thư viện 
đã được ra đời giúp Kinect thực hiện các nhiệm vụ khác. 
Nhóm tác giả sử dụng thư viện Microsoft Kinect SDK và 
OpenNI để thực hiện trích xuất ảnh làm đầu vào cho YOLO 
và lấy dữ liệu độ sâu. 

 
Hình 3. Sơ đồ khối hệ thống 

Quá trình tiền xử lý 
Tiền xử lý là một quá trình quan trọng trong việc xử lý 

hình ảnh bao gồm việc xây dựng cơ sở dữ liệu cung cấp cho 
các thuật toán học sâu. Kích thước ảnh càng lớn thì độ chính 
xác càng cao, đồng thời dẫn đến thời gian xử lý lâu hơn. Kích 
thước ảnh mặc định của YOLOv5 là 640 pixel, tuy nhiên với 
độ phân giải này thời gian của hệ thống không được đảm 
bảo. Nhóm tác giả thực hiện thực quá trình xử lý để đưa kích 
thước ảnh chứa đối tượng ở 300 pixel. Sơ đồ xử lý được thể 
hiện ở hình 4. 

 
Hình 4. Sơ đồ quá trình tiền xử lý ảnh cho YOLO 

Quá trình huấn luyện dữ liệu 
Để huấn luyện và kiểm thử mô hình, tác giả sử dụng bộ 

dữ liệu bao gồm 200 ảnh cho bài toán phân loại vật thể. Mô 
hình được huấn luyện bằng Google Colab. Dịch vụ này cho 
phép truy cập vào máy tính ảo mạnh mẽ để tiết kiệm thời 
gian huấn luyện mô hình. Nhóm tác giả sử dụng tài liệu do 
Roboflow.ai phát triển hỗ trợ cho YOLOv5 [14] và sử dụng 
các trọng số COCO được đào tạo trước đó. 

Quá trình huấn luyện dữ liệu được thể hiện qua hình 5. 
Sau khi cài đặt Framework của YOLOv5, các dữ liệu ảnh được 
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thu tập từ nhiều môi trường khác nhau sau đó các đối tượng 
được khoanh vùng và gán nhãn đặc tính. Sau khi thực hiện 
gán nhãn, các tệp thực thi được sinh ra như YOLO.data, 
train.txt,…. Có thể tiến hành thực hiện huấn luyện và thử 
nghiệm hệ thống. 

 
Hình 5. Quá trình huấn luyện và thử nghiệm hệ thống YOLOv5 

4. KẾT QUẢ PHÂN LOẠI ĐỐI TƯỢNG 
Sau khi thực hiện huấn luyện, tác giả thực hiện lấy dữ liệu 

hình ảnh thời gian thực qua Kinect sensor và đưa ra các thử 
nghiệm. Phần cứng cấu hình thiết bị thực hiện mô hình sử 
dụng CPU có cấu hình: XEON E3 -1505, RAM 16GB, Quadro 
M2000M để huấn luyện YOLO. Hệ thống thực nghiệm được 
thể hiện ở hình 6. 

 
Hình 6. Hệ thống phần cứng thực nghiệm 

Độ chính xác trung bình của các lớp trong trường hợp 
IoU là 0,5 (mAP_0.5) và trường hợp IoU là 0,5 đến 0,95 
(mAP_0.5:0.95) được thể hiện trong hình 7. Kết quả cho thấy 
độ chính xác của mô hình được cải thiện đáng kể khi chỉ số 
mAP_0.5 đạt 90% sau 300 lần huấn luyện và mAP_0.5:0.95 
đạt 98% sau 100 lần huấn luyện. 

  
Hình 7. Chỉ số độ chính xác trung bình qua quá trình huấn luyện 

Độ hội tụ trong quá trình huấn luyện và kiểm thử của 
hàm loss được trình bày ở hình 8. Chỉ số box loss thể hiện 
mức độ phát hiện được vị trí tâm của giới hạn bao phủ đối 
tượng; object loss biểu diễn cho xác suất mà đối tượng tồn 
tại trong khu vực đề xuất; class loss đưa ra mức độ dự đoán 

đúng lớp của một đối tượng nhất định. Các chỉ số box loss, 
object loss và class loss đều có xu hướng giảm mạnh sau đó 
ở mức ổn định. Có thế thấy chất lượng thuật tán phát hiện 
vật được cải thiện đáng kể và đạt độ chính xác cao sau 400 
lần huấn luyện. 

 

 

 
Hình 8. Các chỉ số đặc tính của quá trình huấn luyện (train) và thử nghiệm 

(val) của tập dữ liệu đầu vào lượt là box loss, object loss và class loss 

Độ chính xác khi nhận dạng các loại phôi khác nhau có 
thể thấy ở hình 9. Trong khu vực ổn định (khi vật thể ở giữa 
khung hình) độ chính xác của các vật thể trung bình đạt 
92%. Các phôi đi qua vùng nhìn thấy của camera là 60 khung 
hình. Video thời gian thực có giá trị khung hình trên giây 
(FPS) trung bình là 33.  
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Hình 9. Độ chính xác khi tiến hành thực nghiệm cho phôi di chuyển trên băng 

chuyền (a) phôi tròn, phôi tam giác, phôi vuông 

   

  
Hình 10. Nhận dạng vật thể hình tròn 

   

  
Hình 11. Nhận dạng vật thể hình tam giác 

  

  
Hình 12. Nhận dạng vật thể hình vuông 

Kết quả trong hình 10, 11, 12 có thể thấy, hệ thống đã 
phát hiện đúng các đặc tính của phôi như tròn đỏ, tròn vàng 
ở hình 10, tam giác đỏ và tam giác vàng ở hình 11, vuông đỏ 
và vuông vàng ở hình 12. Có thể thấy hệ thống đã hoạt động 
tốt khi đã xác định chính xác đặc tính các đối tượng và lấy 
được dữ liệu độ sâu của mỗi đối tượng qua Kinect. 

5. KẾT LUẬN 
Bài báo đã thực hiện trích xuất các tính chất của phôi 

đồng thời với thông tin độ sâu sử dụng kết hợp Kinect và 
YOLO. Việc trích xuất thông tin độ sâu ở Kinect và phân loại 
đặc tính của phôi dựa trên YOLO đã được thực hiện thành 
công trên thời gian thực. Kết quả thực nghiệm phản ánh sự 
hiệu quả và chính xác của mô hình. Có thể thấy đây là một 
hệ thống phân loại đối tượng có hiệu suất cao và chi phí thấp 
cho các dây chuyền phân loại sản phẩm. Trong tương lai mô 
hình có thể cải thiện về thời gian xử lý và độ chính xác tọa 
độ của vật. 

LỜI CẢM ƠN 
Bài báo này được tài trợ bởi Trường Đại học Công nghiệp 

Hà Nội với đề tài có mã số 02-2022-RD/HĐ-ĐHCN. 
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