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THÔNG TIN BÀI BÁO TÓM TẮT 

Ngày nhận bài:  13/7/2021 Tóm tắt văn bản tự động là bài toán quan trọng trong xử lý ngôn ngữ 

tự nhiên. Tóm tắt văn bản trích rút các thông tin quan trọng nhất từ 

một hoặc nhiều văn bản nguồn để tạo ra một văn bản tóm tắt ngắn 

gọn, súc tích nhưng vẫn giữ được các ý chính, đúng ngữ pháp và đảm 

bảo được tính mạch lạc của văn bản. Với việc áp dụng các kỹ thuật 

học máy cũng như các mô hình học sâu trong các mô hình tóm tắt 

văn bản tự động đã cho các bản tóm tắt gần giống với các bản tóm tắt 

tham chiếu của con người. Trong bài báo này, chúng tôi đề xuất một 

phương pháp tóm tắt văn bản hướng trích rút hiệu quả sử dụng kết 

hợp các mô hình học sâu, kỹ thuật học tăng cường và phương pháp 

MMR để sinh bản tóm tắt. Phương pháp đề xuất của chúng tôi được 

thử nghiệm trên các bộ dữ liệu CNN (tiếng Anh) và Baomoi (tiếng 

Việt) cho các kết quả độ chính xác F1-score với Rouge-1, Rouge-2, 

Rouge-L là 31,36%, 12,84%, 28,33% và 51,95%, 24,38%, 37,56% 

tương ứng. Các kết quả thử nghiệm cho thấy phương pháp tóm tắt đề 

xuất của chúng tôi đã đạt các kết quả tốt cho tóm tắt văn bản tiếng 

Anh và tiếng Việt. 
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1. Giới thiệu 

Tóm tắt văn bản giúp chúng ta lựa chọn được những thông tin hữu ích, giảm thiểu không gian 

lưu trữ và thời gian xử lý. Có hai hướng tiếp cận tóm tắt văn bản phổ biến là tóm tắt hướng trích 

rút thường lựa chọn các câu từ văn bản nguồn, trong khi đó tóm tắt hướng tóm lược thực hiện lựa 

chọn các từ, các cụm từ trong văn bản nguồn hoặc có thể tạo ra các từ mới, các cụm từ mới để 

sinh ra bản tóm tắt. Các phương pháp tóm tắt hướng trích rút giai đoạn đầu thường sử dụng kỹ 

thuật cho điểm câu để lựa chọn tốp các câu có điểm cao nhất đưa vào bản tóm tắt như LEAD [1], 

LexRank [2], TextRank [3]. Các phương pháp này thường kết hợp với kỹ thuật điều chỉnh trọng 

số ở mức từ, đây là một trong các yếu tố ảnh hưởng đến chất lượng của bản tóm tắt đầu ra. Gần 

đây, các kỹ thuật học máy, học sâu được sử dụng để phát triển các hệ thống tóm tắt văn bản hiệu 

quả như phương pháp độ liên quan cận biên tối đa (MMR) [4] loại bỏ các thông tin dư thừa trong 

bản tóm tắt. Hệ thống [5] thực hiện trích rút câu sử dụng mạng CNN để sinh bản tóm tắt. Hệ 

thống [6] coi nhiệm vụ tóm tắt văn bản hướng trích rút là nhiệm vụ gán nhãn câu dựa trên xác 

suất được chọn của các câu. Hệ thống [7] sử dụng mô hình mạng nơron khép kín (end-to-end) để 

lựa chọn câu đưa vào bản tóm tắt. Hệ thống [8] coi nhiệm vụ tóm tắt hướng trích rút là bài toán 

phân loại văn bản và tính toán xác suất được chọn của các câu để sinh bản tóm tắt. Trong khi đó, 

hệ thống MATCHSUM [9] coi nhiệm vụ tóm tắt hướng trích rút là bài toán so khớp ngữ nghĩa 

văn bản để sinh bản tóm tắt thay vì trích rút các câu riêng lẻ, nhưng hệ thống này yêu cầu tài 

nguyên huấn luyện cho mô hình lớn. Bên cạnh đó, các kỹ thuật học tăng cường cũng đã chứng 

minh được tính hiệu quả trong các hệ thống tóm tắt văn bản. Hệ thống [10] sử dụng điểm 

ROUGE như một phần của hàm điểm thưởng, kỹ thuật học tăng cường Q-Learning được sử dụng 

trong [11]. Hệ thống [12] kết hợp kỹ thuật học tăng cường với các kỹ thuật học sâu để xây dựng 

hệ thống tóm tắt hướng trích rút. Các kỹ thuật học máy và học sâu cũng được sử dụng trong các 

nghiên cứu về tóm tắt văn bản tiếng Việt như trong [13], [14]. Nghiên cứu trong [13] trích rút câu 

đưa vào bản tóm tắt sử dụng thuật toán di truyền, trong khi đó hệ thống [14] xây dựng mô hình 

seq2seq với cơ chế chú ý để sinh bản tóm tắt đầu ra. Nhìn chung, các phương pháp tóm tắt trên 

chưa quan tâm nhiều đến biểu diễn ngữ cảnh và ngữ nghĩa của từ trong văn bản đầu vào.  

Trong các hệ thống tóm tắt, vấn đề mã hóa văn bản đầu vào có vai trò quan trọng quyết định 

chất lượng của bản tóm tắt nên một số nghiên cứu đã sử dụng các mô hình mã hóa từ được huấn 

luyện trước như mô hình word2vec [15], GloVe [16], nhưng các mô hình này không biểu diễn 

được ngôn ngữ theo ngữ cảnh. Gần đây, mô hình BERT (Bidirectional Encoder Representations 

from Transformers) huấn luyện trước [17] được phát triển để biểu diễn ngôn ngữ theo ngữ cảnh 

hai chiều đã tạo ra các mô hình hiệu quả cho bài toán tóm tắt văn bản.  

Trong bài báo này, chúng tôi sử dụng hai mô hình của mô hình BERT huấn luyện trước 

(pretrained BERT), đó là BERT thu gọn (BERT-Tiny) [18], BERT đa ngôn ngữ (mBERT) [19] 

để mã hóa văn bản tiếng Anh, tiếng Việt tương ứng. Mô hình phân loại câu được xây dựng sử 

dụng mạng nơron tích chập (CNN), mô hình chuỗi sang chuỗi (seq2seq) với bộ mã hóa văn bản 

sử dụng mạng GRU hai chiều (biGRU) và bộ trích rút câu sử dụng mạng GRU một chiều. Bộ 

trích rút câu được huấn luyện sử dụng kỹ thuật học tăng cường Deep Q-Learning (DeepQL) [20] 

để tăng hiệu quả cho mô hình tính xác suất được chọn của các câu. Cuối cùng, phương pháp MMR 

được sử dụng để loại bỏ thông tin dư thừa cho bản tóm tắt. Phương pháp tóm tắt đề xuất được thử 

nghiệm trên bộ dữ liệu CNN, Baomoi cho tóm tắt tiếng Anh, tiếng Việt tương ứng. Độ đo ROUGE 

tiêu chuẩn [21] gồm điểm F1-Score trên Rouge-1, Rouge-2 và Rouge-L được sử dụng để đánh giá 

hiệu quả của các hệ thống tóm tắt trong bài báo. Kết quả thử nghiệm cho thấy phương pháp đề xuất 

đạt kết quả tốt hơn các hệ thống hiện đại khác trên cùng bộ dữ liệu thử nghiệm. 

Phần còn lại của bài báo được bố cục như sau: Phần 2 trình bày phương pháp tóm tắt đề xuất 

của chúng tôi. Phần 3 trình bày các kết quả thử nghiệm và đánh giá phương pháp đề xuất. Cuối 

cùng, phần 4 là kết luận và đề xuất hướng phát triển cho nghiên cứu trong tương lai. 
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2. Phương pháp đề xuất 

2.1. Mô hình tóm tắt văn bản đề xuất 

Mô hình tóm tắt văn bản đề xuất của chúng tôi gồm 03 mô đun chính: Véctơ hóa văn bản, 

phân loại câu và sinh bản tóm tắt, được biểu diễn trong Hình 1. 

 
Hình 1. Mô hình tóm tắt văn bản đề xuất 

2.1.1. Véctơ hóa văn bản 

Văn bản đầu vào được xử lý tách câu và lấy 64 câu đầu tiên để biểu diễn cho văn bản. Sau đó, 

lấy 128 từ đầu tiên để biểu diễn cho mỗi câu (đệm “0” nếu cần). Các câu này được mã hóa sử 

dụng các mô hình BERT-Tiny (với 2 lớp, 128 chiều, 4 triệu tham số), mBERT (với 12 lớp, 768 

chiều, 110 triệu tham số) để thu được các véctơ mã hóa từ 128 chiều, 768 chiều cho tiếng Anh, 

tiếng Việt tương ứng. Các véctơ này được sử dụng làm đầu vào cho mạng CNN để trích rút các 

đặc trưng văn bản, đồng thời các véctơ mã hóa từ của mỗi câu được xử lý bởi phép toán Average 

Pooling để sinh ra véctơ mã hóa câu 128 chiều, 768 chiều tương ứng, được sử dụng làm đầu vào 

cho bộ mã hóa văn bản và bộ trích rút câu trong mô hình seq2seq của mô đun phân loại câu. 

2.1.2. Phân loại câu 

Chúng tôi coi bài toán tóm tắt văn bản như nhiệm vụ phân loại văn bản. Mục đích của mô đun 

là tính xác suất được chọn của các câu đưa vào bản tóm tắt. Để thực hiện nhiệm vụ này, mô đun 

phân loại câu được xây dựng gồm các thành phần chính sau đây. 

(a) Mạng CNN: Kiến trúc mạng CNN [22] được sử dụng và hiệu chỉnh cho mô hình đề xuất. 

Kiến trúc mạng CNN đề xuất gồm 2 lớp tích chập (Convolution) (lớp thứ nhất có 64 bộ lọc, lớp 

thứ hai có 16 bộ lọc) với Kernel kích thước 4x4. Sau mỗi lớp Convolution đều có một lớp Max 

Pool để giảm số lượng tham số cho mô hình. Để sinh đặc trưng cho xâu đầu vào, chúng tôi sử 

dụng một cửa sổ trượt trên một phần của câu và trên một vài câu cạnh nhau (được minh họa trong 

Hình 1). Sau khi trượt trên toàn bộ văn bản sẽ sinh ra một bản đồ đặc trưng (feature map). Sau 

đó, các feature map được áp dụng phép toán Max pool để giảm chiều, làm phẳng (Flatten), rồi 

đưa qua lớp mạng nơron kết nối đầy đủ (FC) không có hàm kích hoạt (xem như phép chiếu để 

giảm chiều) nhận đầu vào là véctơ 256 chiều, 1.024 chiều để thu được một véctơ mã hóa văn bản 

64 chiều, 256 chiều cho tiếng Anh, tiếng Việt tương ứng. 

(b) Mô hình seq2seq: Mô hình seq2seq [23] gồm bộ mã hóa và bộ giải mã. Kiến trúc mô hình 

seq2seq của chúng tôi được xây dựng gồm bộ mã hóa văn bản và bộ trích rút câu. Cả hai thành 

phần này đều nhận đầu vào là tập gồm H véctơ câu (với H là số lượng câu lớn nhất của văn bản). 
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• Bộ mã hóa văn bản: Chúng tôi sử dụng mạng biGRU [24] có 256 trạng thái ẩn (bằng 

2*128 trạng thái ẩn) cho cả tiếng Anh và tiếng Việt. Đầu vào tại mỗi bước t là một véctơ câu 128 

chiều, 768 chiều tương ứng cho tiếng Anh, tiếng Việt biểu diễn cho câu xt. Sau H bước thu được 

2 véctơ trạng thái nhớ tương ứng của 2 lớp GRU theo chiều tiến và GRU theo chiều lùi (mỗi 

véctơ có 128 chiều) mã hóa cho văn bản đầu vào. Hai véctơ này được ghép nối với véctơ đầu ra 

của mạng CNN bởi phép toán “ghép nối” (ký hiệu ) để thu được véctơ có 320 chiều, 512 

chiều cho tiếng Anh, tiếng Việt tương ứng, được sử dụng làm véctơ trạng thái nhớ đầu vào cho 

bộ trích rút câu để tính xác suất lựa chọn của các câu. 

• Bộ trích rút câu: Mạng GRU được sử dụng gồm 320 trạng thái ẩn, 512 trạng thái ẩn cho 

tiếng Anh, tiếng Việt tương ứng, số trạng thái ẩn bằng số chiều của véctơ mã hóa câu sau phép 

toán ghép nối. Ở mỗi bước i, câu đầu vào x<i> được đệm với “0” nếu cần để đảm bảo độ dài câu 

bằng số trạng thái ẩn của mạng GRU, đầu ra y<i> tương ứng được đưa qua lớp FC (với hàm kích 

hoạt softmax) nhận đầu vào là véctơ 320 chiều, 512 chiều cho tiếng Anh, tiếng Việt tương ứng 

và đầu ra là véctơ 2 chiều chứa xác suất được chọn của các câu. 

2.1.3. Sinh bản tóm tắt 

Xác suất được chọn của các câu từ bộ trích rút câu được sắp xếp theo thứ tự giảm dần. Các 

câu có xác suất cao sẽ được chọn đưa vào tóm tắt cho đến khi đạt độ dài giới hạn của bản tóm tắt. 

Phương pháp MMR dùng trong tìm kiếm thông tin [4] được định nghĩa lại để áp dụng cho bài 

toán tóm tắt văn bản nhằm loại bỏ thông tin dư thừa dựa trên độ tương đồng giữa câu đang xét và 

các câu đã có trong bản tóm tắt. Công thức tính MMR như sau: 

         
 

( ) ( ) ( )1 2
\ ,

max , 1 max ,
i j

i i j
D C S Q D S

MMR Arg Sim D Q Sim D D 
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Với: C là tập các câu ứng cử viên để chọn đưa vào bản tóm tắt, S là tập các câu đã có trong 

bản tóm tắt, Q là một câu trong tập C, Di, Dj tương ứng là câu đang xét, câu đã có trong bản tóm 

tắt, λ là siêu tham số (λ  [0;1]), Sim1, Sim2 là độ tương đồng giữa hai câu u và v tính theo công 

thức: 

                                  ( ) ( )
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

                          (2) 

Với: tfw,u là tần suất thuật ngữ của từ w trong câu u; idfw là độ quan trọng của từ w. 

2.2. Huấn luyện mô hình với kỹ thuật học tăng cường 

Trước hết, mô hình phân loại câu được huấn luyện để trạng thái ẩn đầu vào có đầy đủ các 

thông tin cần thiết của mô hình. Sau đó, bộ trích rút câu được huấn luyện tiếp sử dụng kỹ thuật 

học tăng cường Deep Q-Learning [20] để tăng tính hiệu quả cho mô hình tính xác suất được chọn 

của các câu. Các yếu tố quyết định trong học tăng cường là thông tin về trạng thái hiện tại, hành 

động tương ứng, điểm thưởng và chiến lược học được cài đặt như sau: 

Trạng thái: Mỗi trạng thái st biểu diễn cho câu đang xét gồm hai thành phần: ht là trạng thái 

ẩn mã hóa cho các trạng thái trước đó, được tạo bởi mạng GRU của tác tử đang tương tác với môi 

trường; xt là mã hóa trạng thái đang xét, là véctơ câu đầu ra sau phép toán Average Pooling. 

Hành động: Có 2 hành động tương ứng dựa trên xác suất đầu ra của lớp FC đối với một trạng 

thái: “1” - chọn câu đang xét, “0” - không chọn câu đang xét. 

Điểm thưởng: Ở trạng thái t, nếu không chọn câu đang xét sentt thì nhận điểm thưởng bằng 0. 

Nếu chọn câu đang xét sentt thì sẽ nhận điểm thưởng Rt được tính theo công thức:

 _ ( , )t tR Rouge L sent D = −  
(bằng điểm Rouge-L của câu đang xét sentt so với bản tóm tắt hiện có 

D trừ đi giá trị δ để tránh chọn các câu quá khác biệt so với bản tóm tắt hiện có). 

Chiến lược: Ở trạng thái st, tác tử thực hiện một hành động để chuyển đến trạng thái st+1, nhận 

điểm thưởng Rt từ môi trường và mục tiêu là tìm chiến lược có tổng điểm thưởng lớn nhất. 
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Mô hình huấn luyện đề xuất với kỹ thuật học tăng cường Deep Q-Learning của chúng tôi 

được thiết lập như Hình 2. 

 
Hình 2. Mô hình huấn luyện với kỹ thuật học tăng cường Deep Q-Learning 

3. Thử nghiệm và đánh giá 

3.1. Dữ liệu thử nghiệm 

Phương pháp đề xuất được thử nghiệm trên hai bộ dữ liệu: CNN của bộ dữ liệu CNN/Daily 

Mail [25] cho tiếng Anh và Baomoi cho tiếng Việt. Bộ dữ liệu CNN/Daily Mail gồm 312.085 bài 

báo tin tức (bộ dữ liệu CNN có 92.579 bài báo) và các câu nổi bật đi kèm trong mỗi bài báo được 

sử dụng để đánh giá độ chính xác của bản tóm tắt đầu ra. Số câu nổi bật trung bình xấp xỉ 3 nên 

bản tóm tắt cũng chọn 3 câu cho tương ứng. Bộ dữ liệu Baomoi được thu thập từ các bài báo tin 

tức của trang báo điện tử Việt Nam (http://baomoi.com) gồm 1.000.847 bài báo tin tức. Mỗi bài 

báo gồm 3 phần: tiêu đề, tóm tắt và nội dung. Phần tóm tắt có trung bình xấp xỉ 2 câu, được sử 

dụng làm cơ sở để sinh bản tóm tắt gồm 2 câu và đánh giá độ chính xác của bản tóm tắt đầu ra. 

3.2. Tiền xử lý dữ liệu 

Trước hết, các bộ dữ liệu CNN, Baomoi được xử lý tách phần nội dung, tóm tắt và đánh số 

thứ tự cho các câu. Các thư viện StanfordNLP3, VnCoreNLP4 được sử dụng để tách câu của 

văn bản cho bộ dữ liệu CNN, Baomoi tương ứng. Tiếp theo, các câu được gán nhãn dựa trên tối 

đa tổng của R-2 và R-L sử dụng thư viện Rouge-score 0.0.45. Sau đó, các câu này được đưa vào 

mô hình BERT-Tiny, mBERT tương ứng để thu được các véctơ mã hóa từ của các câu. Đồng 

thời, các véctơ mã hóa từ của mỗi câu được xử lý sử dụng thư viện PyTorch6 để được véctơ mã 

hóa câu 128 chiều, 768 chiều cho tiếng Anh, tiếng Việt tương ứng. 

3.3. Thiết kế thử nghiệm 

Trước hết, chúng tôi thực hiện thử nghiệm một số phương pháp cơ bản trên hai bộ dữ liệu 

CNN và Baomoi. Các độ đo Rouge-1 (R-1), Rouge-2 (R-2) và Rouge-L (R-L) tính dựa trên thư 

viện Rouge-score 0.0.4 được sử dụng để đánh giá độ chính xác của các phương pháp tóm tắt thử 

nghiệm. R-1, R-2 là tỉ lệ % số 1-gram, 2-gram chung giữa bản tóm tắt của hệ thống và bản tóm 

 
3 https://stanfordnlp.github.io/CoreNLP/ 
4 https://github.com/vncorenlp/VnCoreNLP/ 
5 https://github.com/google-research/google-research/tree/master/rouge/ 
6 https://github.com/pytorch/pytorch/ 
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tắt tham chiếu, còn R-L là tỉ lệ % dãy con chung dài nhất giữa hai bản tóm tắt đó. Các kết quả thử 

nghiệm được trình bày như trong Bảng 1. 

Bảng 1. Kết quả thử nghiệm một số phương pháp cơ bản 

Phương pháp 
CNN Baomoi 

R-1 R-2 R-L R-1 R-2 R-L 

LexRank 22,9 6,6 17,2 38,5 17,0 28,9 

TextRank 26,0 7,3 19,2 44,7 19,2 32,9 

LEAD 29,0 10,7 19,3 46,5 20,3 30,8 

 

Tiếp theo, chúng tôi triển khai thử nghiệm bốn mô hình kịch bản trên hai bộ dữ liệu CNN và 

Baomoi để lựa chọn mô hình hiệu quả nhất cho phương pháp đề xuất. Các kịch bản mô hình thử 

nghiệm được trình bày sau đây. 

(i) Kịch bản 1 (BERT-Tiny/mBERT + CNN + seq2seq): Sử dụng mô hình BERT-Tiny (đối với 

CNN), mBERT (đối với Baomoi) kết hợp với mạng CNN và mạng seq2seq để huấn luyện mô 

hình tính xác suất được chọn của các câu đưa vào bản tóm tắt. 

(ii) Kịch bản 2 (BERT-Tiny/mBERT + CNN + seq2seq + MMR): Mô hình kịch bản 1 kết hợp 

với phương pháp MMR để lựa chọn câu đưa vào bản tóm tắt. 

(iii) Kịch bản 3 (BERT-Tiny/mBERT + CNN + seq2seq + DeepQL): Mô hình kịch bản 1 kết 

hợp với kỹ thuật học tăng cường Deep Q-Learning để huấn luyện bộ trích rút câu để lựa chọn câu 

đưa vào bản tóm tắt. 

(iv) Kịch bản 4 (BERT-Tiny/mBERT + CNN + seq2seq + DeepQL + MMR): Mô hình kịch 

bản 3 kết hợp với phương pháp MMR để lựa chọn câu đưa vào bản tóm tắt. 

Chúng tôi sử dụng thư viện Transformers7 để kế thừa các mô hình BERT-Tiny, mBERT và 

thư viện PyTorch để xây dựng mô hình phân loại câu. Các mô hình kịch bản được huấn luyện sử 

dụng Google Colab với cấu hình máy chủ GPU V100, 25GB RAM được cung cấp bởi Google 

Research. Kết quả thử nghiệm của các mô hình kịch bản thu được như trong Bảng 2. 

Bảng 2. Kết quả thử nghiệm của các mô hình kịch bản 

1 
CNN Baomoi 

R-1 R-2 R-L R-1 R-2 R-L 

BERT-Tiny/mBERT + CNN + seq2seq 29,55 11,67 27,12 51,17 23,83 36,54 

BERT-Tiny/mBERT + CNN + seq2seq + MMR 30,09 11,95 27,80 51,41 24,01 36,92 

BERT-Tiny/mBERT + CNN + seq2seq + DeepQL 30,49 12,22 27,89 51,73 24,10 37,18 

BERT-Tiny/mBERT + CNN + seq2seq + 

DeepQL + MMR 
31,36 12,84 28,33 51,95 24,38 37,56 

 

Với các kết quả thử nghiệm trong Bảng 2, mặc dù mô hình trong kịch bản 1 chưa xử lý loại bỏ 

các thông tin trùng lặp nhưng đã cho kết quả khả quan và tốt hơn các phương pháp như LexRank, 

TextRank, LEAD (Bảng 1) trên cả hai bộ dữ liệu CNN và Baomoi. Trong mô hình kịch bản 2, 

phương pháp MMR được sử dụng để loại bỏ các thông tin trùng lặp đã cho kết quả tốt hơn mô 

hình kịch bản 1. Mô hình trong kịch bản 3 mặc dù chưa xử lý loại bỏ các thông tin trùng lặp 

nhưng việc kết hợp kỹ thuật học tăng cường Deep Q-Learning đã cho kết quả tốt hơn so với mô 

hình kịch bản 1 và tốt hơn cả mô hình kịch bản 2. Với việc sử dụng phương pháp MMR, mô hình 

trong kịch bản 4 đã cho các kết quả tốt hơn rõ rệt so với mô hình kịch bản 3 trên cả hai bộ dữ liệu 

CNN và Baomoi nên mô hình trong kịch bản 4 được lựa chọn cho phương pháp tóm tắt đề xuất. 

3.4. So sánh và đánh giá kết quả 

Chúng tôi so sánh kết quả thử nghiệm của phương pháp tóm tắt đề xuất với kết quả thử 

nghiệm của các hệ thống mà chúng tôi đã thử nghiệm và các hệ thống hiện đại khác đã công bố 

 
7 https://huggingface.co/transformers/ 
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trên cùng bộ dữ liệu thử nghiệm. Kết quả so sánh và đánh giá được trình bày như trong Bảng 3 

(ký hiệu ‘*’, ‘-’ biểu diễn hệ thống mà chúng tôi đã thử nghiệm, hệ thống không được thử nghiệm 

trên các bộ dữ liệu tương ứng). 

Bảng 3. So sánh và đánh giá kết quả của các phương pháp 

Phương pháp 
CNN Baomoi 

R-1 R-2 R-L R-1 R-2 R-L 

LexRank* 22,9 6,6 17,2 38,5 17,0 28,9 

TextRank* 26,0 7,3 19,2 44,7 19,2 32,9 

LEAD* 29,0 10,7 19,3 46,5 20,3 30,8 

Cheng và Lapata (2016) [12] 28,4 10,0 25,0 - - - 

REFRESH [12] 30,4 11,7 26,9 - - - 

BERT-Tiny/mBERT + CNN + seq2seq + 

DeepQL + MMR (phương pháp đề xuất) 
31,36 12,84 28,33 51,95 24,38 37,56 

 

Kết quả trong Bảng 3 cho thấy, phương pháp tóm tắt sử dụng mô hình BERT-Tiny/mBERT, 

CNN, seq2seq, kỹ thuật học tăng cường và phương pháp MMR cho kết quả tốt hơn đáng kể so 

với các hệ thống hiện đại khác trên hai bộ dữ liệu CNN và Baomoi tương ứng. Điều này chứng tỏ 

phương pháp tóm tắt đề xuất đã đạt hiệu quả tốt cho tóm tắt văn bản tiếng Anh và tiếng Việt. 

4. Kết luận và hướng phát triển 

Trong nghiên cứu này, chúng tôi đã đề xuất một phương pháp tóm tắt văn bản hướng trích rút 

sử dụng các mô hình học sâu kết hợp với kỹ thuật học tăng cường và phương pháp MMR để sinh 

bản tóm tắt đầu ra. Mô hình được huấn luyện trên toàn bộ văn bản bằng cách tối ưu hóa điểm 

ROUGE. Phương pháp đề xuất đã cho kết quả thử nghiệm tốt hơn các hệ thống hiện đại khác trên 

cùng bộ dữ liệu thử nghiệm. Trong phương pháp đề xuất, văn bản được mã hóa sử dụng các mô 

hình pretrained BERT bị giới hạn về độ dài. Trong tương lai, chúng tôi nghiên cứu áp dụng mô 

hình GPT (Generative Pre-Training) [26] để cải thiện chất lượng của bản tóm tắt đầu ra nhằm 

nâng cao hiệu quả cho phương pháp đề xuất. 
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